技术交底书

（一）技术交底书的要求：

□应清楚、完整地写明发明或实用新型的内容；

□使所属技术领域的普通技术人员能够根据此内容实施发明创造；

□使上述人员相信本发明确实可以解决现有技术不能解决的问题。

（二）技术交底书的具体范本：

-------------------------------------------------

 1）发明创造的名称：

一种滚动轴承故障的诊断方法

 2）所属技术领域：

技术领域

本发明涉及机械自动化领域，尤其涉及一种滚动轴承故障的诊断方法。

3）背景技术：

3.1）详细介绍技术背景，并描述申请人所知的与发明方案最接近的已有技术（应详细介绍，以不需再去看文献即可领会该技术内容为准，如果现有技术出自专利、期刊、书籍，则提供出处）；

3.2）对现有技术存在的缺点进行客观的评述（现有技术的缺点是针对于本发明的优点来说的；如果找不出对比技术方案及其缺点，可用反推法，根据本发明的优点来找对应的缺点；本发明不能解决的缺点，不需提供；缺点可以是成本高、处理时间慢等类似问题）。
背景技术
滚动轴承一直是机械设备中的核心部件，同时又是最容易发生故障的部件之一；滚动轴承一旦发生故障，会对整个机械设备造成不利的影响。因此，设计准确、高效的滚动轴承故障诊断方法，快速准确地诊断出轴承故障发生的位置、幅度大小，并对故障采取有效的处理方式，对于保障机械设备的正常安全运行具有重要意义。

目前滚动轴承故障的诊断方法有很多，主要可以分为基于声信号处理方法、振动信号检测的方法、加速度信号处理方法等等，这些方法的效果很大程度上取决于对采集的真实数据的预处理能力和特征提取的能力；但是现有技术中对采集的数据的处理能力有限导致最终的故障的诊断结果的准确率大大降低。

4）发明内容：

4.1）正面描述本发明所要解决的技术问题（对应现有技术的所有缺点；本发明解决不了的，不需提供）；

4.2）清楚完整的叙述发明创造的技术方案，应结合工艺流程图、原理框图、电路图、仿真图、布局图、设备结构图进行说明（越详细越好，可与第6部分合写；发明中每一功能的实现都要有相应的技术实现方案，不能只有原理，也不能只做功能介绍；需要详细提供与现有技术的区别技术和关联技术；每个附图都应有对应的文字描述，以他人不看附图即可明白技术方案为准；所有英文缩写都应中文注释）：

对于机械产品的发明创造应详细说明每一个结构零部件的形状、构造、部件之间的连接关系、空间位置关系、工作原理等；

对于电器产品应描述电器元件的组成、连接关系；

对于无固定形状和结构的产品，如粉状或流体产品、化学品、药品，应描述其组分及其含量、制造工艺条件和工艺流程等；

对于方法发明，应描述操作步骤、工艺参数等。

4.3）简单点明本发明的关键点和欲保护点（逐项列出1、2、3、、、），并简单介绍与最好的现有技术相比，本发明有何优点（一两个自然段即可；结合技术方案来描述，做到有理有据，即用推理或因果关系的方式推理说明；可以对应所要解决的技术问题或发明目的来描述）。
发明内容

为解决上述技术问题，本发明提出一种滚动轴承故障的诊断方法，不仅大大提高了故障诊断的准确率，而且方法简单、易于操作。

为达到上述目的，本发明采用以下技术方案：

本发明公开了一种滚动轴承故障的诊断方法，包括以下步骤：

S1：采集所述滚动轴承的加速度信号；

S2：结合采用离散小波变换方法和软阈值方法，对所述加速度信号进行去噪处理；

S3：对去噪处理后的所述加速度信号的时间序列进行分割，提取样本；

S4：通过两个以上的自编码网络构造堆栈自编码网络框架，提取所述样本的特征信息；

S5：利用所述样本的特征信息训练至少一个BP神经网络分类器；

S6：根据采用已知故障数据对至少一个所述BP神经网络分类器进行训练以建立的故障诊断模型，确定所述滚动轴承的故障信息。

优选地，步骤S6具体包括：将所述滚动轴承执行步骤S1~S5训练的至少一个所述BP神经网络分类器，与采用已知故障数据的所述滚动轴承执行步骤S1~S5训练至少一个所述BP神经网络分类器以建立的故障诊断模型进行对比，确定所述滚动轴承的故障信息。

优选地，建立所述故障诊断模型中的步骤S1中的所述滚动轴承包括带负载和不带负载的已知故障数据的滚动轴承。

优选地，步骤S2具体包括：

S21：采用db5小波对随时间变化的加速度信号序列
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分辨率下的粗糙像系数
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和细节系数
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S22：保留所述粗糙像系数
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jk

C

，对于所述细节系数
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，采用软阈值方法进行处理，所述软阈值方法的计算公式为：
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其中，sgn()是符号函数，阈值
[image: image8.wmf]l

的取值为
[image: image9.wmf]2log
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，
[image: image10.wmf]d

为信号的标准差，N为信号的长度；

S23：再采用小波逆变换将频域信号转换回时域的时间序列信号，以完成对所述加速度信号的去噪处理，其中小波逆变换的计算公式为：
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优选地，步骤S3具体包括：以A个时间点作为一个单位样本，以B的重叠率，对M个加速度信号点进行分割，提取到n个所述样本，其中A、M、n为正整数。

优选地，B的取值范围为0<B<100%。

优选地，A、B、M、n的取值满足A+(n-1)A*(1-B)=M关系式的要求。

优选地，步骤S4中是通过两个自编码网络构造堆栈自编码网络框架，提取所述样本的特征信息，具体包括：

S41：第一个自编码网络采用[A E A]的结构，其中E>A，输入是A维的样本向量，隐藏节点数为E，输出维数是A维，通过所述第一个自编码网络得到所述样本的稀疏表达特征；

S42：第二个自编码网络采用[E F E]的结 构，其中F<A，所述第二个自编码网络的输入是所述样本的稀疏表达特征，通过所述第二个自编码网络得到所述样本稀疏表达特征的压缩特征信息；

S43：将所述第一个自编码网络和所述第二个自编码网络结合在一起，构成结构为[A E F]的堆栈自编码网络框架，提取所述样本的特征信息。

优选地，步骤S5中所述BP神经网络分类器的数量大于或等于5个。

优选地，步骤S6中所述滚动轴承的故障信息还根据神经网络集成技术以及相对多数投票法则来确定。
与现有技术相比，本发明的有益效果在于：本发明滚动轴承故障的诊断方法中，首先结合采用离散小波变换方法和软阈值方法，充分考虑滚动轴承机械系统中加速度信号的非线性、非平稳性、随机性、噪声干扰等因素，完成对数据有效的预处理；然后利用深度学习堆栈自编码框架进行特征提取，对噪声具有较强的抑制作用，保证了数据的可靠性，为后续BP神经网络分类器，提高故障诊断效率奠定基础；最后再利用BP神经网络分类器并根据采用已知数据训练的故障诊断模型来确定滚动轴承的故障信息，大大提高了故障诊断的准确率，从而实现对滚动轴承准确、高效的故障诊断；本发明的滚动轴承故障的诊断方法，先采用已知故障数据的滚动轴承的加速度信号训练BP神经网络分类器来建立故障诊断模型，然后将未知故障数据的滚动轴承的加速度信号训练的BP神经网络分类器与故障诊断模型进行对比，判断出滚动轴承的故障信息，方法简单、易于操作。

在优选的方案中，步骤S4中通过两个自编码网络构造堆栈自编码网络框架，先通过稀疏表达进一步在小波基础上抑制噪声，然后再通过压缩表达来提取样本的特征，从而更进一步地提高训练BP神经网络分类器的样本的准确性。

在优选的方案中，在步骤S5中训练多个BP神经网络分类器，再在步骤S6中根据神经网络集成技术和相对多数投票法则来确定滚动轴承的故障信息，进一步提高滚动轴承故障的诊断方法的准确性。

5）附图：

实用新型专利必须提供附图；附图中构成件可以有标记，尺寸和参数不必标注。

附图说明
图1是本发明实施例的滚动轴承的诊断方法流程图；

图2是本发明优选实施例的滚动轴承故障的诊断方法流程图；

图3是本发明优选实施例的诊断方法中对加速度信号的时间序列进行分割的示意图；

图4是本发明优选实施例的诊断方法中构造堆栈自编码网络框架示意图；

图5是本发明优选实施例的故障诊断结果的示意图。

6）优选具体实施方式（可与第4部分合写；尽量写明所有同样能完成发明目的的替代方案，所述替代可以是部分结构、器件、方法步骤的替代，也可以是完整的技术方案）：

对于产品发明应描述产品构成、电路构成或者化学成分、各部分之间的相互关系、工作过程或操作步骤；对于方法发明应写明步骤、参数、工艺条件等，可提供多个具体实施方式。

具体实施方式

下面对照附图并结合优选的实施方式对本发明作进一步说明。
如图1所示，本发明的实施例公开了一种滚动轴承故障的诊断方法，包括以下步骤：

S1：采集所述滚动轴承的加速度信号；

S2：结合采用离散小波变换方法和软阈值方法，对所述加速度信号进行去噪处理；

S3：对去噪处理后的所述加速度信号的时间序列进行分割，提取样本；

S4：通过两个以上的自编码网络构造堆栈自编码网络框架，提取所述样本的特征信息；

S5：利用所述样本的特征信息训练至少一个BP神经网络分类器；

S6：根据采用已知故障数据对至少一个所述BP神经网络分类器进行训练以建立的故障诊断模型，确定所述滚动轴承的故障信息。

在进一步的实施例中，步骤S6具体包括：将所述滚动轴承执行步骤S1~S5训练的至少一个所述BP神经网络分类器，与采用已知故障数据的所述滚动轴承执行步骤S1~S5训练至少一个所述BP神经网络分类器以建立的故障诊断模型进行对比，确定所述滚动轴承的故障信息。

在进一步的实施例中，建立所述故障诊断模型中的步骤S1中的所述滚动轴承包括带负载和不带负载的已知故障数据的滚动轴承。

在进一步的实施例中，步骤S2具体包括：

S21：采用db5小波对随时间变化的加速度信号序列
[image: image12.wmf](
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分辨率下的粗糙像系数
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和细节系数
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S22：保留大尺度低分辨率下的粗糙像系数
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，对于小尺度高分辨率下的细节系数
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，采用软阈值方法进行处理，所述软阈值方法的计算公式为：
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其中，sgn()是符号函数，阈值
[image: image19.wmf]l

的取值为
[image: image20.wmf]2log

N
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[image: image21.wmf]d

为信号的标准差，N为信号的长度；

S23：再采用小波逆变换将频域信号转换回时域的时间序列信号，以完成对所述加速度信号的去噪处理，其中小波逆变换的计算公式为：
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在进一步的实施例中，步骤S3具体包括：以A个时间点作为一个单位样本，以B的重叠率，对M个加速度信号点进行分割，提取到n个所述样本，其中A、M、n为正整数。

在进一步的实施例中，B的取值范围为0<B<100%。

在进一步的实施例中，A、B、M、n的取值满足A+(n-1)A*(1-B)=M关系式的要求。

在进一步的实施例中，步骤S4中是通过两个自编码网络构造堆栈自编码网络框架，提取所述样本的特征信息，具体包括：

S41：第一个自编码网络采用[A E A]的结构，其中E>A，输入是A维的样本向量，隐藏节点数为E，输出维数是A维，通过所述第一个自编码网络得到所述样本的稀疏表达特征；

S42：第二个自编码网络采用[E F E]的结构，其中F<A，所述第二个自编码网络的输入是所述样本的稀疏表达特征，通过所述第二个自编码网络得到所述样本稀疏表达特征的压缩特征信息；

S43：将所述第一个自编码网络和所述第二个自编码网络结合在一起，构成结构为[A E F]的堆栈自编码网络框架，提取所述样本的特征信息。

在进一步的实施例中，步骤S5中所述BP神经网络分类器的数量大于或等于5个。

在进一步的实施例中，步骤S6中所述滚动轴承的故障信息还根据神经网络集成技术以及相对多数投票法则来确定。

本发明的滚动轴承故障的诊断方法在使用过程中，需要先采集已知故障数据的滚动轴承的加速度信号执行后执行步骤S2~步骤S5来训练至少一个BP神经网络分类器以建立故障诊断模型，建立了故障诊断模型后，可以将新的未知是否发生故障的滚动轴承的加速度信号采集出来，再按照步骤S2进行信号的去噪预处理，按照步骤S3提取样本，利用步骤S4中训练好的堆栈自编码网络框架提取样本的特征信息，利用步骤S5中训练好的多个BP神经网络进行分类，最后利用S6中的神经网络集成方法和相对多数投票法则，确定未知是否发生故障的滚动轴承的最终的故障类型。

下述采用本发明的优选实施例的滚动轴承故障的诊断方法来对滚动轴承的已知故障数据来建立故障诊断模型，并采用滚动轴承的已知故障数据来对本发明的优选实施例的滚动轴承故障的诊断方法进行验证。

本发明优选实施例中同时采集机械系统在带负载和不带负载两种情况下的滚动轴承的加速度信号，以完成滚动轴承损坏部位的确定和故障幅度大小的确定。滚动轴承发生故障的部位分为外圈、内圈和钢球三个位置，下述分别对三种尺寸的滚动轴承的故障进行设定，故障幅度的大小包括0.007英寸、0.014英寸、0.021英寸三种类型，为了说明本发明的滚动轴承故障的诊断方法的有效性，下述同时采集了滚动轴承未发生故障的健康状态下的加速度信号，与故障情况下的加速度信号对比进行处理；以保证本发明提出的滚动轴承故障的诊断方法可以检测滚动轴承是否处于健康状态，如果滚动轴承发生故障，能够进一步确定滚动轴承故障的大小和位置。故障测试数据分别取自滚动轴承内圈、钢球和外圈三个位置，其中不带负载的情况下，每个位置上故障大小有三种，加上正常数据，一共是3*3+1=10类；考虑负载的情况下也同样是10类，总共有20类加速度信号数据。采样率为12kHz，电机转速大约是1700r/min，每类数据的采样点为120000个左右，其中故障类型及健康状态数据类别如下表1所示。

表1 测试数据的故障类型及健康状态数据类别

	数据类型编号
	电机负载
	故障位置
	故障大小

	1
	0
	钢球
	0.007’’

	2
	0
	钢球
	0.014’’

	3
	0
	钢球
	0.021’’

	4
	0
	内圈
	0.007’’

	5
	0
	内圈
	0.014’’

	6
	0
	内圈
	0.021’’

	7
	0
	外圈
	0.007’’

	8
	0
	外圈
	0.014’’

	9
	0
	外圈
	0.021’’

	10
	0
	不带负载的健康状态数据

	11
	1
	钢球
	0.007’’

	12
	1
	钢球
	0.014’’

	13
	1
	钢球
	0.021’’

	14
	1
	内圈
	0.007’’

	15
	1
	内圈
	0.014’’

	16
	1
	内圈
	0.021’’

	17
	1
	外圈
	0.007’’

	18
	1
	外圈
	0.014’’

	19
	1
	外圈
	0.021’’

	20
	1
	带负载的健康状态数据


如图2所示，本发明优选实施例的滚动轴承故障的诊断方法流程图包括：

S101：在滚动轴承机械设备上布置加速度传感器，分别在机械设备带负载和不带负载的上述已知的故障及健康状态下，采集滚动轴承的加速度信号。

S102：结合采用离散小波变换方法和软阈值方法，对发生故障的滚动轴承加速度信号进行去噪处理，提高加速度信号的可靠性；具体包括：假设随时间变化的加速度信号序列为
[image: image23.wmf](
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，采用db5小波进行小波变换分别得到
[image: image24.wmf]2

j

-

分辨率下的粗糙像系数
[image: image25.wmf],

jk

C

和细节系数
[image: image26.wmf],

jk

D

，根据小波去噪的基本原理，经小波分解后，信号的小波系数幅值大于噪声的小波系数幅值。将信号在各尺度下进行小波变换，保留大尺度（低分辨率）下的全部粗糙像系数
[image: image27.wmf],

jk

C

，对于小尺度（高分辨率）下的细节系数
[image: image28.wmf],

jk

D

，采用软阈值方法，对系数进行处理。其中软阈值方法就是把绝对值大于某一阈值
[image: image29.wmf]l

的小波细节系数
[image: image30.wmf],

jk

D

做减去阈值
[image: image31.wmf]l

处理，把小于阈值
[image: image32.wmf]l

的系数置为零，计算方法如下：
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其中，sgn()是符号函数，阈值
[image: image34.wmf]l

的取值为
[image: image35.wmf]2log

N

d

，
[image: image36.wmf]d

为信号的标准差，N为信号的长度；完成小波系数的处理，再采用小波逆变换：
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将频域信号转换回时域的时间序列信号，以完成对所述加速度信号的去噪处理。基于软阈值方法得到的信号的估计值在最小均方误差意义下是有效的。

S103：以600个时间点为一个单位样本，以50%的重叠率，对每类数据的120000个加速度信号点进行分割，得到每类数据的信号样本，其中具体的单位样本的时间点数、总的时间点数以及重叠率可以根据情况进行调整选择，以单位样本的时间点数可以被总的时间点数整除且为50%的重叠率为最优选。结合图3，具体分割方式如下：将第1个时间点到第600个时间点之间对应的数据取出，构成一个600维的向量作为第一个信号样本，基于50%的重叠率，将第301个时间点到第900个时间点之间对应的数据取出，构成一个600维的向量作为第二个信号样本，以此类推直到将120000个时间点的数据全部取出为止。针对表1中的每一类样本，样本数为399，总共有20类，一共的样本数为7980。

本优选实施例中将其中的7180个样本作为训练样本，来训练后续的自编码网络和BP神经网络分类器以建立故障诊断模型，并将剩余的800个样本作为测试样本，以验证本发明的故障诊断方法的有效性。

S104：基于深度学习思想，利用自编码网络，构造双层堆栈自编码网络框架，提取样本特征信息，自编码网络尝试逼近一个恒等函数，也就是使网络的输出向量
[image: image38.wmf]ˆ

x

接近于输入向量
[image: image39.wmf]x

。如图4所示，第一个自编码网络采用[600 900 600]的网络结构，输入是600维的样本向量，隐藏节点数为900，输出维数是600维，尽量还原输入样本值。这样就迫使自编码网络去学习输入数据的稀疏性表示，通过从600维到900维的维数增加，完成样本值的稀疏表达。第二个自编码网络结构为[900 500 900]，输入是900维，隐藏节点是500维，输出维数为900维，其中将第一个自编码网络的隐藏层的向量，也就是样本的稀疏表达特征作为第二个自编码网络的输入；这样就迫使第二个自编码网络去学习稀疏样本的压缩特征信息，通过从900维压缩至500维完成了特征的提取。将第二个自编码网络隐藏层的500维向量，作为原600维样本向量的特征信息，最终将训练好的两个自编码网络合在一起，构成堆栈自编码网络框架，网络结构为[600 900 500]，先通过稀疏表达进一步在小波基础上抑制噪声，再通过压缩表示，提取样本的特征。

S105：利用故障模式和健康模式下的所有训练样本特征信息和相应的样本类别标签，对多个3层BP神经网络分类器进行有监督的训练。本优选实施例中分别对同时训练1个、5个、10个、15个和20个3层BP神经网络分类器进行比较分析；与此同时，还分别对只考虑没有负载的情况和同时考虑没有负载和带负载两种情况进行比较分析。其中只考虑没有负载的情况下，BP网络结构为[500 100 10]，输入是500维的样本特征信息，隐藏层节点数为100，没有负载下输出的类别是10类，所以选定输出节点为10，按照从1000000000到0000000001编码，第几位为1，表示与之对应的为第几类；同时考虑没有负载和带负载两种情况下的样本，BP网络结构为[500 200 20]，隐藏层节点为200，输出层节点为20，编码方式与第一个自编码网络类似。同时为了避免BP网络训练陷入局部最小值和产生过拟合现象，设定学习率为0.8，动量项为0.5，利用BP网络的经典误差反向传播算法来修改网络的权值，在BP网络权值修正1000次以后，BP网络的均方误差由最初的0.5下降到了0.007。

S106：将训练好的多个3层BP神经网络分类器的分类结果组合在一起，利用神经网络集成技术，采用相对多数投票法则，确定故障类型。其中相对多数投票法则是指，如果在10个BP神经网络输出的故障类别中，有4个表示故障类别I，3个表示故障类别II，2个表示故障类别III，1个表示故障类别IV，由于输出为I的网络个数是最多的，那么就确定最终的故障类别为I。

当把一个新的未知是否发生故障的滚动轴承的加速度信号采集出来，可以按照步骤S102进行信号的去噪预处理，按照步骤S103生成样本，利用步骤S104中训练好的堆栈自编码网络提取样本特征信息，利用步骤S105中训练好的多个BP神经网络进行分类，最后利用S106中的神经网络集成方法和相对多数投票法则，确定最终的故障类型。

将测试样本输入到已经训练好的网络中，再利用相对多数投票法则，确定故障类型，只考虑不带负载的情况或者同时考虑带负载和不带负载的情况，故障诊断方法的准确率如图5所示，其中空白框是对应只考虑不带负载的情况，黑色框是对应同时考虑带负载和不带负载的情况。从图5中可以看出，随着训练的BP神经网络分类器的个数从1个增加到20个，其中只考虑不带负载的情况下，故障诊断的准确率从95.07%上升到了99.25%，同时考虑不带负载和带负载的情况，故障诊断的准确率从91.25%上升到了99.62%；比较只考虑不带负载的情况和同时考虑不带负载和带负载的情况，可以看出同时考虑不带负载和带负载的情况的故障诊断的准确率相对较高。其中训练多个BP神经网络分类器明显比单个BP神经网络分类器的效果好，即采用集成网络的方式更进一步大大提高了故障诊断的效率。

以上内容是结合具体的优选实施方式对本发明所作的进一步详细说明，不能认定本发明的具体实施只局限于这些说明。对于本发明所属技术领域的技术人员来说，在不脱离本发明构思的前提下，还可以做出若干等同替代或明显变型，而且性能或用途相同，都应当视为属于本发明的保护范围。
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